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Pregleo

 Naivni Bajesov klasifikator u biblioteci Scikit-learn
 Rad sa tekstualnim podacima



Naivni Bajesov klasifikator u biblioteci Scikit-learn

« U naive_bayes modulu Scikit-learn biblioteke dostupne su razlicite

implementacije Naivhog Bajesovog klasifikatora za razlicite tipove
podataka:

« CategoricalNB - za kategoricke atribute

 MultinomialNB - za atribute koji predstavljaju broj pojavljivanja
necega (frekvencije), npr. klasifikacija teksta

« GaussianNB - za neprekidne atribute

* Ove implementacije se razlikuju samo u tome kako racunaju P(Xily),
odnosno koja raspodela P se modeluje, sto zavisi od tipova podataka.

» Link ka odgovarajucoj Scikit-learn dokumentaciji: naive bayes


https://scikit-learn.org/stable/modules/naive_bayes.html

Naivni Bajesov klasifikator u biblioteci Scikit-learn

Za klasifikaciju skupa sa kategorickim atributima moze da se koristi kategoricki
Naivni Bajesov algoritam koji je implementiran u klasi CategoricalNB.

Uslovna verovarnoca se racuna po formuli:

Nic
P(X;,=tly=c) = tic + @

Nc -+ an;

gde je:

* N:c- broj instanci klase ¢ koje imaju vrednost atributa X; =

« N. - broj instanci klase ¢

 n; - broj vrednosti (kategorija) koje moze imati atribut X;

e o -tzv. smoothing parametar koji predstavlja pseudovrednost, malu pozitivnu

vrednost koju dodajemo pri racunanju verovatnoce kako se (prilikom predikcije) za
vrednosti atributa koje se ne pojavljuju u trening skupu ne bi dobila verovatnoca 0

Postupak dodavanja pseudovrednosti se koristi za stabilizaciju procena verovatnoce
dodavanjem zamisljenih opazanja (pseudovrednosti) stvarnim podacima.

Laplasovo pravilo sukcesije za procenu verovatnoce buducih dogadaja nad
ogranicenim skupom opazanja: "Ostavimo malu verovatnocu da Sunce nece izaci

sutra" (izlazak Sunca kao primer izvesnog dogadaja). 4



Naivni Bajesov klasifikator u biblioteci Scikit-learn

« Za klasifikaciju teksta koristiti se varijanta Naivnog Bajesa - multinomijalni Naivni
Bajesov algoritam (klasa MultinomialNB).

 Na osnovu trening skupa, svakoj klasi ¢ se dodeljuje vektor parametara ©. = (O,
O, ..., Ox), gde je n broj terma (atributa), a O, verovatnoca da se term i pojavi u
Instanci koja pripada klasi c.

* Verovatnoca O. se racuna po formuli:
@ ch' + «
ci —
N, + an

gde je:

* N- broj pojavljivanja terma (reci) i u dokumentima klase ¢
* N.- ukupan broj rec¢i u dokumentima klase ¢

* n - ukupan broj reci u svim dokumentima

« o -tzv. smoothing parametar (pseudovrednost)

« Klasifikacija novog dokumenta d sa termima <t, &, ...th¢> vrsi se racunanjem
nd

nd
C =argmazxP(C P(t;|C) = argmaxP(C O
gmasP(©) [ P(61C) = argmazp(©) ]|



Naivni Bajesov klasifikator u biblioteci Scikit-learn

« Za klasifikaciju podataka sa neprekidnim atributima moze da se koristi
Gausov Naivni Bajesov algoritam koji je implementiran u klasi GaussianNB.
e Uslovna verovarnoca se racuna po formuli: ,
1 . (3 —pc)
P(X’L :{L‘,L’y:c> — e 20‘2
V2mo?

gde je:
* - prosecna vrednost atributa X; na instancama klase ¢
0. - standardna devijacija atributa Xi na instancama klase ¢
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Rad sa tekstualnim podacima

» Tekstualni podaci su po prirodi nestrukturirani i stoga ne mogu biti
koris€eni u sirovom obliku za automatizovanu analizu i pretrazivanje
iInformacija.

« Zato je pre primene metoda istrazivanja podataka potrebno izvrsiti neku
vrstu pretprocesiranja tekstualnih podataka, kao sto su npr. konvertovanje
velikih slova u mala, svodenje slicnih reci na isti oblik (koren reci), razlicite
vrste filtriranja, itd.

« Zatim je potrebno tekstualnim podacima pridruziti numericke
reprezentacije kojima su obi¢no kvantifikovana neka lingvisticka svojstva
tekstova. Ovaj proces se naziva ekstrakcija atributa (eng. feature
extraction).

« Postoje razliCiti metodi za dobijanje numericCkih reprezentacija tekstualnih
podataka u zavisnosti od toga na koji nacin se i koja lingvisticka svojstva
predstavljaju. Dva osnovha metoda su - Bag of Words | Bag of N-grams.
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Rad sa tekstualnim podacima

« Bag of Words je jedan od najjednostavnijih i najcesce koris¢enih metoda
za ekstrakciju atributa.

« Tekstualni podaci se predstavljaju kao vreca (skup) reci, pritom
zanemarujuci redosled reci (isti skup reci sa razlicitim redosledom moze
imati razlicitu semantiku) i gramaticke detalje (jedna ista rec u razlicitim
kontekstima moze biti glagol ili imenica).

 Nakon transformisanja teksta u vrecu reci numericka reprezentacija
teksta se dobija izraCunavanjem neke od mera za kvantifikovanje
lingvistickih svojstva (prisutnost ili frekvencija reci u tekstu, TF-IDF mera,
itd).

* Sve mere za kvantifikovanje lingvistickih svojstava zasnivaju se na tzv.
term matrici (eng. Term Frequency matrix, TF matrix) - matrici koja
prikazuje ucestalost pojavljivanja reci (terma) u kolekciji dokumenata
(korpusu).



Rad sa tekstualnim podacima

— Each col .
Each row represents Each column

represents a word
a document. / P -
) in the vocabulary.

K‘ word_.1  word_2  word_3 word_Y4 word_.5  word_6  word_? word_n
document vector 1 : [ 2 0 1 2 0 3 SRR
document vector 2 : [ 0 1 ya 0 il 2 0 SEE. 0 ]

Number of
document vector 3 : [ 1 2 0 1 i 0 0 -+« 3] [ documents.
document vector m : [ 2 0 il 3 1 0 2 ¢ oo 0 ]

Size of vocabulary. 10



Rad sa tekstualnim podacima

 Umesto broja pojavljivanja terma moze da se koristi TF—IDF mera (eng.

Term Frequency - Inverse Document Frequency) koja se izracunava kao
proizvod sledeca dva faktora:

 TF(t,d) - frekvencija terma t u dokumentu d (tj. relativna frekvencija, u
odnosu na ukupan broj terma u d)

* IDF(t,D) - inverzna (reciprocna) frekvencija terma t u svim dokumentima iz

skupa dokumenata D (tj. relativna frekvencija, u odnosu na ukupan broj
dokumenata u D)
N¢ D
t
» TF faktor odreduje znacaj (diskriminativnost) reci u okviru datog tekstualnog
podatka, dok IDF faktor odrazava znacaj (diskriminativnost) reci u odnosu na
druge tekstualne podatke iz skupa.
« |DF faktor obezbeduje da se reCcima koje imaju manju diskriminativnost (koje

su ceste, pojavljuju se u velikom broju dokumenata) pridruzi manji znacaj.
11



Rad sa tekstualnim podacima

 Za IDF se podarazumevano uzima logaritmovana vrednost kako bi se
ublazio uticaj IDF faktora na ukupnu vrednost mere prilikom rada sa
velikim korpusima (skupvima podataka) - tada nelogaritmovani IDF
eksplodira i postaju jedino vazni termi koji se nalaze u jako malo
dokumenata, dok termi koji se nalaze u osrednjem i vecem broju
dokumenata imaju zanemarljivu tezinu (znacaj).

U nekim verzijama TF-IDF mere, i TF faktor se logaritmuje iz istog razloga
(kada su pojedinacni dokumenti veliki).

* Vise o TF-IDF meri se moze procitati na ovom linku.
« Postoje razlicCite varijacije TF-IDF mere, kao sto su:
« TF-PDF (eng. Term Frequency - Proportional Document Frequency)

 TF-IDuF (eng. Term Frequency - Inverse Document Frequency in a
User’s personal document collection)

* Vise o njima se moze procitati na slededim linkovima: TF-PDF, TF-IDuF
12


https://towardsdatascience.com/how-tf-idf-works-3dbf35e568f0
https://www.researchgate.net/publication/4004411_Topic_extraction_from_news_archive_using_TFPDF_algorithm
https://www.gipp.com/wp-content/papercite-data/pdf/beel17.pdf

Rad sa tekstualnim podacima

* Biblioteka scikit-learn nudi podrsku za vektorizaciju teksta (pridruzivanje
vektora numerickih vrednosti) prethodno opisanim metodima kroz klase
modula feature_extraction:

CountVectorizer - za dobijanje vektorskih reprezentacija sa
frekvencijama iz sirovih tekstualnih podataka

DictVectorizer - za dobijanje vektorskih reprezentacija sa
frekvencijama iz lista recnika sa podacima oblika atribut-frekvencija;
jedan recnik predstavlja jednu instancu (dokument)
ThAdfVectorizer - za dobijanje TF-IDF vektorskih reprezentacija iz
sirovih tekstualnih podataka

ThAdfTransformer - za transformisanje vektorskih reprezentacija sa
frekvencijama u TF-IDF reprezentacije

13
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