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Klasifikaclja

* Uopsteno o klasifikaciji - vazi za sve algoritme klasifikacije

 Kod prediktivnih zadataka (i klasifikacija i regresija) instance skupa
podataka su oblika (x, y) gde je x skup (ulaznih) atributa, a y je ciljni
atribut (promenljiva)

« Kod zadatka klasifikacije ciljni atribut je kategorickog tipa (klasa)
» Cilj klasikacije: pronaci funkciju f (model klasikacije) koja preslikava skup
atributa x u jednu od predenisanih oznaka (labela) klasa y
f(x) =y
X - vrednosti ulaznih atributa
y - predvidena vrednost ciljnog atributa (predvidena klasa)
y - tacna vrednosti ciljnog atributa (tacna klasa)

» Pozeljno je da vazi y = f(x), odnosno da je razlika izmedu pravih
vrednosti ciljnong atributa | njegove aproksimacije modelom f mala.



Klasifikaclja

Tipovi zadataka klasifikacije:

Binary Multiclass Multilabel
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Klasifikaclja
Podela skupa podataka na skupove za treniranje i testiranje:

Given dota

% / [l

Test set



Klasifikaclja
FULL DATA
* Prilikom podele skupa podataka kod problema
klasifikacije potrebno je voditi raCuna da
dobijeni podskupovi imaju priblizno isti udeo
Instanci svake od klasa kao polazni skup. Ovo
je posebno vazno kada klase nisu .
balansirane. l ‘

« Stratifikacija je tehnika za podelu podataka
kojom se Cuva distribucija klasa.

« Stratifikovanom podelom skupa podataka
obezbedujemo nepristrasnost izbora instanci
skupa za testiranje, a time | nepristrasnost
ocene modela na tako odabranom skupu za
testiranje.

FOLD 1 FOLD 2



Klasifikaclja

 Evaluacija modela predstavlja ocenu njegove sposobnosti predvidanja.
* NajcCesce koris¢ene mere za ocenu klasifikacionih modela:
« tacnost klasifikacije (eng. Accuracy) - predstavlja ocenu ukupnog broja
uspesno klasifikovanih instanci
e — broj tacéno klasifikovanih instanci

ukupan broj instanci

« stopa greske klasifikacije (eng. Error Rate) - izrazava udeo pogresno
klasifikovanih instanci

ErrorRate — broj pogresno klasif'ilfovanih. instanct __ 1 — Acc
ukupan broj instanci

« Za bolji uvid kako se model ponasSa za svaku klasu koristi se matrica konfuzije
(eng. confusion matrix) u kojoj se sumiraju rezultati testiranja klasifikatora. To
je matrica C,.jéiji element cijpredstavlja broj instanci klase i koje su klasifikovane
u klasu j.

 Elementi na glavnoj dijagonali predstavljaju broj instanci koje su ispravno
klasifikovane, dok nedijagonalni elementi oznacCavaju greske.
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Klasifikaclja

Predicted Values

o
=
S
=
£
o
-«




Klasifikaclja

U slucaju binarne klasifikacije obicno se jedna klasa naziva pozitivhom, a druga
negativhom, | tada matrica konfuzije ima karakteristican oblik:

Positive Negative
Q
= TP FP
e
(a R
>
= FN TN
(O
Q0
Q
pd

TP - broj stvarno pozitivnih instanci (eng. True Positive)
TN - broj stvarni negativnih instanci (eng. True Negative)
FP - broj lazno pozitivnih instanci (eng. False Positive)
FN - broj lazno negativnih instanci (eng. False Negative)



Klasifikaclja

» Postoje mere koje daju bolji uvid kako se model ponasa za specificnu
klasu:
* preciznost (eng. Precision) - udeo ispravno klasifikovanih instanci klase Ci u
odnosu na ukupan broj instanci koje model klasifikuje u klasu C;
broj instanct klase C; kojima model dodeljuje klasu C;

Precision =
broj instanct kojima model dodeljuje klasu C;

 odziv (eng. Recall) ili osetljivost (eng. Sensitivity) - udeo ispravno
klasifikovanih instanci klase Ci u odnosu na ukupan broj instanci klase C; u
skupu podataka

broj instanci klase C; kojima model dodeljuje klasu C;
Recall = — :
broj instanci klase C;

« specificnost (eng. Specificity) - udeo pogresno klasifikovanih instnaci u klasu
Ci u odnosu na ukupan broj instanci klase Ciu skupu podataka

broj pogresno klasifikovanih instanci u klasu C;

Spect ficity =
peci ficity broj instanci klase C}
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Klasifikaclja

Preciznost i odziv pojedinacno posmatrane nisu korisne mere:

* visoka preciznost a nizak odziv - model retko klasifikuje instance u klasu G, i

samim tim manje pravi gresku da neku instancu koja je nije klase C; pridruzi
klasu C;

* visok odziv a niska preciznost - model cesto klasifikuje instance u klasu C;j, i
time retko instance klase C; pogresno klasifikuje

« Stoga se preciznost i odziv uvek posmatraju zajedno.
* Nacin na koji se to najcesce radi je tako sto se izracuna F1 mera (end. F1 score) -
njihova harmonijska sredina:
Prec - Rec

Prec + Rec

« Za evaluaciju modela koji su obucavani na nebalansiranim skupovima podataka
nije pozeljno koristiti tacnost. Model koji uvek (ili skoro uvek) predvida vecinsku
klasu imace visoku tacnost na datom skupu podataka, a da pritom nije naucio
nista iz podataka (osim koja je klasa vecinska). Zato je pozeljnije koristiti
preciznost, odziv i F1 meru.

Fl1=2

11



Klasifikaclja

* Jos jedna mera koja je prikladna za slucaj binarne klasifikacije sa
nebalansiranim klasama je AUC mera iliti povrsina ispod ROC krive (eng.
Area Under the ROC Curve, AUC).

* Pretpostavka je da klasifikator pocCiva na pridruzivanju nekih skorova
iInstancama koji se zatim prevode u klasu zaokruzivanjem u odnosu na neki

prag.
 ROC kriva (eng. Receiver Operating Characteristic curve) je kriva koja
opisuje odnos udela lazno pozitivnih instanci (eng. False Positive Rate, FPR)
| udela stvarno pozitivnih instanci (eng. True Positive Rate, TPR) za razlicite
vrednosti praga klasifikacije.
FP TP

= TPR =

FP+ TN TP+ FN
X 0Ssa - FPR ili 1-specicnost
y 0sa - TPR ili odziv/osetljivost

FPR
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Klasifikaclja

True positive rate

Perfect
classifier
Oe

1.0

False positive rate
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Klasifikaclja

* Karakteristika dobrih modela je da TPR raste brze od FPR, odnosno da se
za male vrednosti FPR-a mogu dobiti visoke vrednosti TPR-a. To znaci da
za pogodan odabir praga ovaj model prilikom predvidanja pozitivhe klase
puno pogada a malo gresi, a samim tim i pri predvidanju negativne
klase.

* Dakle, model je utoliko bolji sto mu ROC kriva ima izvijeniji oblik u smeru
ka tacki (0,1) koja odgovara savrsenom klasifikatoru.

* Sa druge strane, random klasifikator (najlosiji model) ocekivano
podjednako pogada koliko i gresi (tj. TPR = FPR) nezavisno od
postavljenog praga, tako da njemu odgovara ROC kriva sa tackama po
dijagonali od koordinatnog pocetka do (1,1).

* Umesto iscrtavanja | analiziranja karakteristika ROC krive, kvalitet
klasifikatora se kvantitativno izrazava povsinom ispod ROC krive, tj. AUC
merom. Vrednosti ove mere su iz intervala [0.5, 1], gde vrednost 0.5
odgovara najlosijem (random) klasifikatoru, a vrednost 1 savrsenom
klasifikatoru.

14



Pregleo

Klasifikacija

Stabla odlucivanja

Slucajne sume

Podesavanje hiperparametara modela

15



Stabla odlucCivanja

Primer stabla odlucivanja za Iris skup podataka:

petal length

< 1cm >=1cm

petal width

< 1.75 cm >=1.75¢cm
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Stabla odlucCivanja

« Model stabla odlucivanja koristi strukturu stabla za razvrstavanje instanci
skupa podataka prema odredenim kriterijumima.

« Karakterise se time sto svaki unutrasnji Cvor stabla sadrzi po jedan test kojim
se ispituje odredeni kriterijum za podelu instanci skupa podataka.

« Testovi su tipicno provere vrednosti pojedinacnih atributa instanci.

« Za neprekidne atribute test predstavlja proveru da li je vrednost atributa

iznad ili ispod zadatog praga, dok u slucaju kategorickih atributa test vrsi
poredenje vrednosti atributa sa mogudim vrednostima (kategorijama).

« Svakom ishodu testa odgovara po jedna grana ¢vora koja vodi do sledeceg
cvora.
« Listovi su oznaceni vrednostima koje predstavljaju predvidanja modela.

* Predvidanja modela u listovima se odreduju na osnovu vrednosti ciljnog
atributa instanci skupa za obucavanje koje su razvrstavanjem (polazeci od
korena stabla) kroz testove u unutasnjim ¢vorovima dospeli u odgovarajuci
list.
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Stabla odlucCivanja

Model stabla odlucivanja se moze primeniti za obe vrste prediktivnih zadataka -
| za klasifikaciju | za regresiju.
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Stabla odlucCivanja

* Struktura stabla odlucivanja odredena je tipom podele u unutrasnjim cvorovima i
zaustavnim kriterijumom za grananje stabla.

* Podela u unutrasnjim ¢vorovima moze biti binarna ili visestruka:

( Temperature ) [ Temperature ]

* Podela prema vrsti atributa:

* imenski atributi - binarna podela poredenjem na = | # sa odredenom
vrednoscu ili visetruka podela u odnosu na sve moguce vrednosti atributa

* redni atributi - binarna ili visestruka podela vodedi racuna o uredenju nad
skupom mogucih vrednosti atributa

* neprekidni atributi - binarna podela u odnosu na jednu granicnu vrednost ili
visestruka podela raspona mogucih vrednosti atributa u vise podintervala
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Stabla odlucCivanja

« Kriterijum zaustavljanja grananja stabla moze biti dosegnuta maksimalna
dubina stabla, minimalni broj instanci u listu, granicna vrednost mere
(ne)cistoce instanci u cvoru (eng. impurity metrics) odnosno (ne)homogenosti
podskupova koji se dobijaju odgovaraju¢om podelom u Cvoru ili nesto drugo.

* Najcesce koris¢ene mere necisto¢e/nehomogenosti skupa podataka:
« Greska klasifikacije

Error(t) = 1 — max;P(j|1)
* Ginijev indeks
Gini(t) = 1 = ) P(j|1)’
« Entropija /
Entropy(t) = = ), P10 - log2P(jl1)

J
gde je P(jjt) broj instanci klase j u ¢voru ¢
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Stabla odlucCivanja

« Grafik mera necistoce podataka za slucaj binarne klasifikacije:

1.00

0.75
® Metrics
=
§ Classification Error
© 0.50
= Entropy
w - -
= — Gini Index

0.25

0.00

0.00 0.25 0.50 0.75 1.00
Y

*p = P(j[t) broj instanci klase j u ¢voru t
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Stabla odlucCivanja

U kontekstu stabala odlucivanja, cilj je izabrati podelu skupa podataka koja
maksimalno smanjuje necisto¢u podataka u ¢vorovima potomcima.

Informaciona dobit (eng. Information Gain) pri podeli instanci testom u
unutrasnjem cvoru stabla izraCcunava se na slededi nacin:

N.
A = Impurity(ParentNode) — Z lempurity(C’hildrenNodej)
J
gde je N broj instanci u cvoru ParentNode a N; broj instanci u Cvoru ChildrenNode;

Informaciona dobit daje procenu kvaliteta podele podataka u roditeljskom
cvoru, tj. kvantifikuje koliko je uvecanje Cisto¢e podataka u potomcima u
odnosu na cCisto¢u podataka u roditeljskom Cvoru.

Ova mera se koristi prilikom odabira po kom atributu ¢e da se vrsiti grananje i
za koju granic¢nu vrednost ukoliko je neprekidan atribut.

Dakle, informaciona dobit predstavilja meru kvaliteta atributa u odnosu na
razvrstavanje koje on nudli.
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SluCcajne sume

Model
Training

Model |

Testing
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|
Prediction Output

Class A
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Trees
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SluCcajne sume

« Ansambli su skupovi vise modela koji zajednicki donose odluke.

« Kljucni ideja je da veci broj modela konstruistan na adekvatan nacin daje
bolju preciznost od samo jednog modela.

« Slucajne Sume predstavljaju ansambl stabala odlucivanja obucenih nad
slucajno odabranim podskupovima instanci i, opciono, slucajno odabranim
podskupovima njihovih atributa.

« Slucajne sume pripadaju posebnoj vrsti ansambala proste agregacije (eng.
Bagging, Bootstrap Aggregaton).

« Ansambli proste agregacije se zasnivaju na ideji obucavanja vise modela
nad proizvoljnim podskupovima podataka i njihovih atributa Cija se
predvidanja agregiraju kako bi se dobilo predvidanje ansambla.

« Konacna predikcija ansambla se u slucaju regresionih zadataka dobija
uprosecCavanjem predikcija pojedinacnih modela, dok se u slucaju
klasifikacionih zadataka o finalnoj klasi instance odlucuje na osnovu
vecinskog glasanja.
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Podesavanje hiperparametara modela

* Hiperparametri (metaparametri) odreduju podesSavanja (konfiguraciju)
modela. To su parametri koji se ne ucCe tokom treniranja modela vec se
zadaju a priori.

» validacija = evaluacija modela za razlicite vrednosti hiperparametara

 Kako je podesavanje hiperparametara deo konstrukcije modela,
jer su to parametri koji odreduju (definisu) model, validaciju
modela za razlicite vrednosti hiperparametara nikako ne smemo
vrsiti na istom skupu koji cemo kasnije koristiti za evaluaciju
finalnog modela.

* |zbor vrednosti hiperparametara modela mozemo izvrsiti na dva nacina,
u zavisnosti od veli¢ine dostupnog skupa podataka:

« pomocu izdvojenog skupa za validaciju
* unakrsnom validacijom
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Podesavanje hiperparametara modela

PodeSavanje hiperparametara pomocu skupa za validaciju:

Tm?ninﬁ set

T / %
% | Validation set

FE:E Test set
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Podesavanje hiperparametara modela

PodeSavanje hiperparametara pomocu skupa za validaciju:

Training set @
| I o] g Va\hda‘tion set
e W — o

Moolel

v

oY
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Podesavanje hiperparametara modela

PodeSavanje hiperparametara pomocu skupa za validaciju:

Training set T roan

> 'tlﬂe_ 'P;ﬂml m:u':le_l

+ l Evaluation
% Validation set

Test set
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Podesavanje hiperparametara modela

PodeSavanje hiperparametara unakrsnom validacijom:

Train

Valid.
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Podesavanje hiperparametara modela

* |zdvajanje reprezentativnog validacionog skupa moze biti problem u
slucaju malih i izrazito nebalansiranih skupova podataka, te dobijena
ocena modela nece biti pouzdana - moze dati optimisticno dobre ili
nerealno loSe rezultate.

« Zato je praksa da se, kad god to skupovi podataka i modeli dozvoljavaju,
validacija izvrsi za razlicite izbore validacionog skupa, tako da svaka od
Instanci dobije priliku da se nade i1 u jednom i u drugom skupu (trening i
validacionom skupu).

 Unakrsna validacija (eng. Cross Validation) podrazumeva podelu skupa
podataka na manje grupe, tzv. slojeve (eng. folds), recimo k njih, i
pravljenje k modela koji se treniraju na k-1 slojeva a validiraju na
preostalom (jednom) sloju.

« Konacna ocena modela za pojedinacni izbor vrednosti hiperparametara
dobija se uprosecavanjem dobijenih k ocena.
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